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Zusammenfassung: Die Struktur- und Nutzungskartierung (SNK) ist eine zentrale Grundlage der ländlichen Entwicklung, erfordert jedoch 
bislang einen hohen manuellen Aufwand. Diese Arbeit untersucht den Einsatz von Deep Learning zur automatisierten SNK auf Basis 
bayerischer OpenData1. Verwendet werden DOP20, nDOM, DGM sowie erstmals das ATKIS-Basis-DLM als zusätzlicher Modellkanal. 
Ein 11-Kanal-Modell wird mit einer 10-Kanal-Baseline verglichen. Die Ergebnisse zeigen konsistente Genauigkeitsgewinne, insbeson-
dere bei Gehölzen, Verkehrsflächen, Acker sowie Siedlung/Gewerbe. Die Segmentierungen sind weniger fragmentiert und geome
trisch stabiler. Die Studie belegt die Praxistauglichkeit der direkten Integration amtlicher Kartierungsdaten zur Unterstützung verwaltungs-
naher Anwendungen.
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AI-SUPPORTED STRUCTURE AND LAND USE MAPPING FOR RURAL  
DEVELOPMENT IN BAVARIA USING OFFICIAL OPEN GEODATA
Abstract: Structure and land-use mapping (SNK) is a key component of rural development planning but still involves substantial manual 
effort. This study investigates the use of deep learning for automated SNK based on Bavarian open geodata. Digital orthophotos, 
normalized surface models, terrain models, and – for the first time – the direct integration of the ATKIS Basis-DLM as an additional input 
channel are used. An 11-channel model is compared to a 10-channel baseline. Results show consistent accuracy improvements, par-
ticularly for shrubs, transportation areas, arable land, and settlement/commercial areas, with less fragmented and more stable segmen-
tations. The study demonstrates the practical benefit of integrating authoritative geodata for administrative mapping tasks.

Keywords: Structure and land-use mapping, deep learning, open geospatial data, ATKIS Basis-DLM, semantic segmentation, rural 
development

1  Beim Landesamt für Digitalisierung, Breitband und Vermessung werden kostenfreie Geodaten als „OpenData“ bezeichnet.

1	EINLEITUNG UND MOTIVATION
Die Struktur- und Nutzungskartierung (SNK) ist ein zentrales Instru-
ment der Ländlichen Entwicklung in Bayern und bildet die fach
liche Grundlage für Planungs-, Bewertungs- und Entscheidungs-
prozesse. Sie dient der Vorbereitung von Flurneuordnungsverfahren 
und der Beurteilung landschaftlicher Strukturen im Rahmen dieser 
Verfahren. Die Erstellung der SNK erfolgt bislang überwiegend 
manuell durch fachkundige Bearbeiter auf Basis von Luftbildern, 
Geländeinformationen und weiteren Fachdaten, jedoch vor allem 
im Außendienst. Dieser Prozess ist zeitaufwendig, personalinten-
siv und nur eingeschränkt skalierbar. Trotz der seit 1999 vollstän-
dig digitalen Erfassung im GIS sind die zugrunde liegenden Pro-
zesse damit nur begrenzt automatisiert (BVLE 2021).

In den letzten Jahren hat sich die Verfügbarkeit hochaufgelös-
ter, flächendeckender Geodaten deutlich verbessert. Mit der Bay-
ernbefliegung stehen Digitale Orthophotos und bildbasierte, Digi-
tale Oberflächenmodelle mit 20 cm Bodenauflösung in einem 
Zweijahresturnus zur Verfügung. Digitale Geländemodelle liegen 
mit einer Aktualität von mindestens zehn Jahren vor. Darüber hin-
aus sind mit dem ATKIS-Basis-DLM amtliche Vektordaten vorhan-
den, die zentrale topographische Objektarten der Landschaft be-
schreiben. All diese Datensätze sind mittlerweile als OpenData 
verfügbar und können verwaltungsweit genutzt werden. Damit 
existiert eine Datenbasis, die grundsätzlich geeignet ist, automati-
sierte Auswertungen in großem Maßstab zu unterstützen (LDBV 
2025).
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Im Bereich der Fernerkundung und Geoinformatik haben sich 
Deep-Learning-Methoden, insbesondere Convolutional Neural 
Networks (CNN), als leistungsfähige Werkzeuge zur Ableitung 
von Landbedeckungs- und Landnutzungsinformationen etabliert. 
Encoder-Decoder-Architekturen, wie U-Net, ermöglichen eine 
pixelgenaue Segmentierung von Bilddaten. Zahlreiche Arbeiten 
zeigen, dass sich durch die Kombination optischer Bilddaten mit 
Höheninformationen, etwa aus Digitalen Oberflächen- oder Gelände
modellen, die Trennschärfe zwischen strukturell ähnlichen Klassen 
verbessern lässt (Roschlaub et al. 2022, Sandmann et al. 2022).

Trotz dieser Fortschritte werden bestehende Vektorkartierungen 
bislang meist nur indirekt genutzt, etwa zur Validierung von Ergeb-
nissen oder im Rahmen nachgelagerter, regelbasierter Verarbei-
tungsschritte. Die direkte Integration solcher Datensätze als Ein-
gangsinformation für KI-Modelle ist bislang eher wenig publiziert. 
Dabei bieten insbesondere topographische Basisdaten, wie das 
ATKIS-Basis-DLM, ein konsistentes, flächendeckendes und fachlich 
interpretiertes Abbild der Landschaft, das als kontextuelles Vor
wissen dienen kann. Gerade in komplexen Situationen, etwa bei 
verdeckten Verkehrsflächen, kleinteiligen Gehölzstrukturen oder 
Übergangsbereichen zwischen Nutzungen, könnten solche Zusatz-
informationen die Modellrobustheit erhöhen.

Vor diesem Hintergrund untersucht die vorliegende Arbeit das 
Potenzial einer KI-gestützten Unterstützung der Struktur- und Nut-
zungskartierung durch die kombinierte Nutzung amtlicher Open-
Data-Produkte. Ein besonderer Fokus liegt auf der direkten Integra-
tion des ATKIS-Basis-DLM als zusätzlicher Modellkanal in ein 
Segmentierungsmodell. Ziel ist es, zu evaluieren, inwieweit dieser 
Ansatz die Genauigkeit, Vollständigkeit und geometrische Quali-
tät der abgeleiteten SNK-Objektarten gegenüber einer rein bild- 
und höhendatenbasierten Segmentierung verbessert.

2	STAND DER TECHNIK
Seit mehreren Jahren hat sich die automatisierte Landbedeckungs- 
und Landnutzungskartierung in der Fernerkundung zu einem eta
blierten Forschungsfeld entwickelt. Klassische Verfahren auf Basis 
spektraler Indizes oder statistischer Klassifikatoren wurden in den 
letzten Jahren zunehmend durch maschinelle Lernverfahren und 
insbesondere Deep-Learning-Ansätze abgelöst. Encoder-Decoder-
Architekturen wie U-Net haben sich dabei als besonders leistungs-
fähig für die semantische Segmentierung von Luft- und Satelliten-
bildern erwiesen und werden in zahlreichen Studien erfolgreich 
eingesetzt. Im Folgenden werden einige verwandte Forschungs-
arbeiten vorgestellt, um einen Überblick über den Stand der For-
schung in diesem Bereich zu geben.

Ein zentraler Trend der aktuellen Forschung liegt in der Integra-
tion zusätzlicher Informationsquellen zur Verbesserung der Klassi-
fikationsleistung. Neben multispektralen Bilddaten werden häufig 
Höheninformationen aus Digitalen Oberflächen- oder Gelände-
modellen genutzt, um strukturell ähnliche Klassen besser vonein
ander zu trennen. Insbesondere normalisierte Digitale Ober
flächenmodelle (nDOM) haben sich als wertvoll erwiesen, um 
Vegetationsstrukturen, Gebäude und Verkehrsflächen differenzier-
ter abzubilden. Diese stellen alle Objekte über der Erdoberfläche 
in einer ebenen Projektion dar, indem ein Oberflächenmodell 
mittels eines Digitalen Geländemodells (DGM) reduziert wird 
(Sandmann et al. 2022).

Im deutschsprachigen Raum stellt das Projekt Cop4ALL NRW 
einen Ansatz zur KI-gestützten Landbedeckungskartierung dar. Ziel 
des Projekts ist die automatisierte Ableitung einer landesweiten 
Landbedeckungsklassifikation auf Basis von Sentinel-2-Daten, Di-
gitalen Orthophotos und Höhenmodellen. Vektordaten aus ALKIS 
werden dabei zur automatisierten Trainingsdatengenerierung so-
wie für regelbasierte Nachverarbeitungsschritte eingesetzt. Die 
Ergebnisse zeigen hohe Gesamtgenauigkeiten, offenbaren je-
doch Schwächen bei Klassen mit diffuser räumlicher Definition, 
insbesondere bei Gehölzstrukturen sowie bei durch Vegetation 
überdeckten Verkehrsflächen. Auffällig ist zudem, dass bestehen-
de amtliche Kartierungen nicht direkt in das KI-Modell integriert, 
sondern erst nachgelagert zur Korrektur bzw. Ergänzung heran-
gezogen werden (Sandmann et al. 2022).

Aktuelle Arbeiten zur Ableitung amtlicher Landbedeckungs
daten nutzen zunehmend Deep-Learning-basierte semantische 
Segmentierung auf multispektralen Satellitenbildern. Ein repräsen-
tatives Beispiel ist die Ableitung des Landbedeckungsmodells 
Deutschland (LBM-DE) aus PlanetScope-Daten mittels eines En
coder-Decoder-Netzes (ResNet-50 + Feature Pyramid Network), 
das ursprünglich auf RapidEye-Daten trainiert wurde und per 
Transfer Learning auf einen anderen Sensor übertragen wird. Der 
Ansatz zeigt, dass vortrainierte CNN-Modelle robust zwischen 
Sensorsystemen übertragen werden können und damit die auto-
matisierte, flächendeckende Aktualisierung nationaler Landbede-
ckungsmodelle ermöglichen. Für 31 thematische Klassen werden 
Top-1-Gesamtgenauigkeiten von ca. 81 % erreicht; häufige und 
spektral klar trennbare Klassen (z. B. Ackerland, offenes Wasser) 
erzielen sehr hohe F1-Werte, während klasseninterne Heterogeni-
tät und spektrale Ähnlichkeiten (z. B. Mischwald, Feuchtflächen) 
die Genauigkeit limitieren. Damit repräsentiert die Arbeit den ak-
tuellen Stand der Technik in der operationellen Landbedeckungs-
kartierung: die Kombination aus tiefen CNNs, Transfer Learning 
und hochaufgelösten Erdbeobachtungsdaten als skalierbarer Er-
satz oder Ergänzung klassischer, manuell aktualisierter GIS-basier-
ter Verfahren (Merita et al. 2025).

Aktuelle Ansätze des Flächenmonitorings in Deutschland setzen 
zunehmend auf satellitengestützte Landbedeckungsklassifikationen. 
Das Projekt incora (Fina et al. 2023) stellt dabei einen methodischen 
und visualisierungsorientierten Ansatz dar. Mittels automatisierter 
Trainingsdatengewinnung, multitemporaler Sentinel-2-Klassifikation 
(sechs Klassen, Overall Accuracy > 91 %) und umfassender Nach-
verarbeitung der Veränderungsanalyse wird eine weitgehend 
unabhängige, zeitstabile Ergänzung zu ALKIS geschaffen und 
öffentlich über ein interaktives Dashboard zugänglich gemacht.
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Internationale Referenzdatensätze 
wie OpenEarthMap verfolgen das 
Ziel, robuste und generalisierbare 
Modelle für die Landbedeckungsklassi-
fikation zu entwickeln. Durch die star-
ke Generalisierung der Klassen und 
den Fokus auf global einheitliche Ka-
tegorien lassen sich zwar hohe mittlere 
IoU-Werte erzielen, der Detaillierungs
grad bleibt jedoch deutlich hinter 
spezialisierten Fachkartierungen wie 
der SNK zurück. Für Anwendungen 
mit hohen fachlichen und rechtlichen 
Anforderungen sind solche Ansätze 
daher nur eingeschränkt übertragbar 
(Xia et al. 2022).

Neben diesen Forschungsprojek-
ten existieren in der bayerischen Ver-
waltung bereits mehrere produktiv 
eingesetzte KI-Workflows. Roschlaub 
et al. (2022) beschreiben ein KI-ba-
siertes Verfahren zur automatisierten 
Erkennung von Gebäudeänderungen 
auf Basis Digitaler Orthophotos und 
Oberflächenmodelle, das erfolgreich in den operativen Betrieb 
überführt wurde. Kraus et al. (2025) zeigen einen landesweit ein-
gesetzten Workflow zur Detektion von Freiflächen-Photovoltaik
anlagen unter Nutzung hochauflösender DOP20-Daten. In bei-
den Fällen werden amtliche Vektordaten, wie das ATKIS-Basis-DLM 
oder Hausumringe, überwiegend zur Nachverarbeitung oder als 
Ausschlussflächen genutzt, nicht jedoch als direkter Modellinput.

Zusammenfassend zeigt der Stand der Forschung, dass Deep-
Learning-Methoden ein hohes Potenzial für die automatisierte 
Landnutzungs- und Strukturkartierung besitzen und teilweise bereits 
produktiv in der bayerischen Verwaltung eingesetzt werden. 
Gleichzeitig bleibt die direkte Integration bestehender amtlicher 
Kartierungen als zusätzlicher Eingangskanal in KI-Modelle weit-
gehend unerforscht. Insbesondere für komplexe Fachkartierungen 
mit hohem Detaillierungsgrad, wie die SNK, existieren bislang 
kaum Ansätze, die vorhandene Kartierungsinformationen gezielt 
nutzen, um Klassenschwächen auszugleichen oder bestehende 
Kartierungen systematisch zu vertiefen. Die vorliegende Arbeit 
adressiert diese Forschungslücke durch die direkte Integration des 
ATKIS-Basis-DLM als zusätzlichen Modellkanal.

3	METHODIK
Für die Arbeit wurden 26 SNK aus drei nordbayerischen Regie-
rungsbezirken von den Ämtern für Ländliche Entwicklung zur Ver-
fügung gestellt (vgl. Abbildung 1 für die räumliche Verteilung der 
Verfahren). Diese sind in der Abbildung farblich getrennt in 
Trainingsdaten (grün) und Übertragungsdaten (rot), also unabhän-
gige Daten, die zur Bewertung des entwickelten Workflows An-
wendung finden.

Durch die dargestellte Verteilung in Nordbayern werden ins-
gesamt 48 Lose der bayerischen Luftbildbefliegung sowie 16 
Lose der Airborne-Laserscanning-Befliegung zum KI-Training und 
zur Validierung verwendet. So kann ausgeschlossen werden, 

dass der Workflow auf bestimmte Bedingungen oder Lose über-
angepasst wird.

Diese Datensätze umfassen auf detailliertester Ebene 230 
Klassen, die stark fragmentiert und ungleich verteilt sind. Ein direk-
tes Training auf dieser Ebene ist weder praktikabel noch zielfüh-
rend. Daher wurden die Klassen entlang der fünfstufigen SNK-Hie-
rarchie schrittweise aggregiert. Seltene Klassen mit sehr geringem 
Flächenanteil sowie semantisch schwer trennbare Sonderklassen 
werden ausgeschlossen. Auf dieser Grundlage wurden zwei Klas-
senschemata definiert: 

	X Minimalkonfiguration (sieben Klassen): Acker, Grünland, Ge-
hölz, Wald, Gewässer, Siedlung/Gewerbe, Verkehr;

	X Detailkonfiguration (neun Klassen): Acker, Intensivgrünland, 
Extensivgrünland, Gehölz, Nadelwald, Laubwald, Gewässer, 
Siedlung/Gewerbe, Verkehr.

Die Minimalkonfiguration zielt auf robuste, trennbare Oberklassen 
ab, die für eine flächendeckende Vorabkartierung geeignet sind. 
Die Detailkonfiguration untersucht, inwieweit ausgewählte Unter-
klassen – insbesondere Grünland- und Waldtypen – mit den ver-
fügbaren Daten zuverlässig differenziert werden können. Misch-
wald sowie sehr seltene Klassen werden aufgrund geringer 
Trainingsdaten und abweichender Klassendefinitionen nicht be-
rücksichtigt.

3.1	DATENGRUNDLAGE UND MERKMALSSTAPEL
Alle Datensätze werden auf eine einheitliche Bodenauflösung von 
20 cm gebracht und auf den Datentyp UInt8 normiert. Dadurch 
gehen zwar nominell Informationen verloren, jedoch liegen diese 
Verluste beim nDOM sowie DGM im Bereich der angegebenen 
Genauigkeiten und sind somit zu vernachlässigen. Zur Untersu-
chung der Verwendung des Basis-DLM werden zwei Datensätze 
erzeugt, die Baseline-Bilder ohne und die erweiterten Bilder mit 
Basis-DLM. 

Abbildung 1: Bereitgestellte Gebiete in Nordbayern, aufgeteilt in Trainingsdaten und Übertragungsdaten 
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Baseline-Stapel (zehn Kanäle): 
	X RGB- und NIR-Bänder aus DOP20;
	X Geländeinformationen (Slope, Aspect) aus dem DGM1;
	X normalisiertes Digitales Oberflächenmodell (nDOM); 
	X spektrale Indizes basierend auf DOP20-Bändern: Normalized 
Difference Vegetation Index (NDVI), Normalized Difference 
Water Index (NDWI) und Schattenindex (SI). 

Der Schattenindex wird eingeführt, um systematische Fehlklassifi-
kationen von verschatteten Bereichen als Gewässer zu reduzie-
ren, die bei alleiniger Nutzung des NDWI beobachtet werden 
können. Dieser ist eigens entwickelt und basiert auf den Bändern 
Rot, Grün und NIR und errechnet sich wie in Gleichung (1) auf-
gezeigt. Vor der Überführung in den Datentyp UInt8 erfolgt noch 
eine Eingrenzung auf den Wertebereich [0; 3]. 

Rot GrünSI
NIR
+

= � (1)

Erweiterter Stapel (elf Kanäle):
	X Baseline-Stapel und ein zusätzlicher Rasterkanal aus dem 
ATKIS-Basis-DLM.

3.2	INTEGRATION DES BASIS-DLM
Ein zentraler methodischer Beitrag dieser Arbeit ist die direkte 
Integration des ATKIS-Basis-DLM als zusätzlicher Modellkanal. Ins-
gesamt 16 ausgewählte Objektarten (u. a. Landwirtschaft, Wald-
typen, Gehölz, Gewässer, Siedlung/Gewerbe und Verkehr) 
werden zu einer flächendeckenden, topologisch konsistenten Poly
gonmaske aufbereitet. 

Linienobjekte, wie Straßen und Gewässerachsen, werden mit-
hilfe attributbasierter oder empirisch abgeleiteter Breiten zunächst 
in Polygone und in einem weiteren Schritt in einen Rasterkanal mit 
20 cm Auflösung überführt. Dieser resultierende Kanal stellt se-
mantische Informationen bereit, die während des Trainings ge-
meinsam mit den bild- und höhenbasierten Merkmalen verarbeitet 
werden. 

3.3	U-NET-TRAINING UND ANWENDUNG
Zur Ableitung der Struktur- und Nutzungsklassen wurde ein tiefes 
neuronales Netz zur semantischen Segmentierung eingesetzt. Das 
Modell basiert auf einer U-Net-Architektur mit Encoder-Decoder-
Struktur, die die pixelweise Klassifikation der multikanaligen Fern-
erkundungsdaten ermöglicht. Im Vorfeld wurden dabei keine Ge-
wichte initialisiert, das Modell wurde somit „from scratch“ trainiert. 
Als zentrales KI-Framework kommt TensorFlow zum Einsatz. 

Das Training erfolgte auf Basis der SNK-Referenzdaten, 
die Bewertung anhand von drei unabhängigen Übertragungs
gebieten mittels etablierter Kenngrößen wie Overall Accuracy, 
Precision, Recall, F1-Score und Intersection over Union (IoU). Diese 
sind sowohl in den Arbeiten aus dem Kapitel Stand der Technik 
als auch in Murphy (2022) nachzulesen. 

4	ERGEBNISSE
Die Auswertung der Ergebnisse erfolgt getrennt für die Minimal-
konfiguration (sieben Klassen) und die Detailkonfiguration (neun 
Klassen). Für beide Konfigurationen werden die Ergebnisse eines 
Baseline-Modells mit zehn Kanälen (ohne ATKIS-Basis-DLM) 
den Ergebnissen eines erweiterten Modells mit elf Kanälen (mit 

Minimalkonfiguration

10-Kanal-Modell
Klasse Precision Recall F1-Score IoU
Acker 90,80 % 91,10 % 90,90 % 83,30 %
Grünland 79,80 % 81,60 % 80,70 % 67,60 %
Gehölz 44,50 % 62,20 % 51,90 % 35,00 %
Wald 96,80 % 94,80 % 95,80 % 91,90 %
Gewässer 96,40 % 85,20 % 90,50 % 82,60 %
Siedlung/ 
Gewerbe

86,90 % 84,30 % 85,60 % 74,80 %

Verkehr 79,60 % 62,00 % 69,70 % 53,50 %
Overall Accuracy 88,30 %

11-Kanal-Modell
Klasse Precision Recall F1-Score IoU
Acker 95,60 % 95,50 % 95,60 % 91,50 %
Grünland 89,60 % 89,50 % 89,50 % 81,10 %
Gehölz 79,70 % 75,50 % 77,50 % 63,30 %
Wald 97,10 % 98,80 % 97,90 % 95,90 %
Gewässer 96,50 % 91,90 % 94,10 % 88,90 %
Siedlung/ 
Gewerbe

94,30 % 92,60 % 93,40 % 87,70 %

Verkehr 83,40 % 78,30 % 80,70 % 67,70 %
Overall Accuracy 94,10 %

Detailkonfiguration

10-Kanal-Modell
Klasse Precision Recall F1-Score IoU
Acker 92,40 % 90,80 % 91,60 % 84,50 %
Intensivgrünland 67,70 % 79,50 % 73,10 % 57,60 %
Extensivgrünland 62,20 % 51,70 % 56,50 % 39,40 %
Gehölz 66,70 % 59,00 % 62,60 % 45,60 %
Nadelwald 88,80 % 92,80 % 90,80 % 83,10 %
Laubwald 87,50 % 86,20 % 86,90 % 76,80 %
Gewässer 92,30 % 88,70 % 90,50 % 82,60 %
Siedlung/ 
Gewerbe

88,60 % 86,60 % 87,60 % 77,90 %

Verkehr 74,40 % 68,60 % 71,40 % 55,50 %
Overall Accuracy 84,10 %

11-Kanal-Modell
Klasse Precision Recall F1-Score IoU
Acker 94,00 % 95,30 % 94,70 % 89,90 %
Intensivgrünland 80,60 % 82,40 % 81,50 % 68,70 %
Extensivgrünland 73,00 % 70,20 % 71,50 % 55,70 %
Gehölz 75,30 % 71,50 % 73,40 % 57,90 %
Nadelwald 94,20 % 88,20 % 91,10 % 83,60 %
Laubwald 85,00 % 91,70 % 88,20 % 78,90 %
Gewässer 94,20 % 91,60 % 92,80 % 86,60 %
Siedlung/ 
Gewerbe

94,10 % 87,90 % 90,90 % 83,20 %

Verkehr 79,40 % 78,40 % 78,90 % 65,10 %

Overall Accuracy 88,50 %

Tabelle 1: Genauigkeiten der Ansätze in den Testgebieten 
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Basis-DLM) gegenübergestellt. Alle angegebenen Kennzahlen 
sind über die drei Testgebiete gemittelt. Tabelle 1 enthält alle 
Kennzahlen der getesteten Modelle; die Ergebnisse werden im 
Nachfolgenden detaillierter erläutert. 

4.1	MINIMALKONFIGURATION

4.1.1	Ergebnisse ohne ATKIS-Basis-DLM
In der Minimalkonfiguration erreicht das 10-Kanal-Modell eine 
Overall Accuracy von 88,3 %. Sehr hohe Genauigkeiten werden 
für die Klassen Wald (F1 = 95,8 %) und Acker (F1 = 90,9 %) 
erzielt. Auch Gewässer und Siedlung/Gewerbe werden mit F1-
Scores über 85 % zuverlässig erkannt.

Deutlich schwächer fallen die Ergebnisse für Gehölz (F1  
= 51,9 %) und Verkehr (F1 = 69,7 %) aus. Diese Klassen umfas-
sen häufig schmale Geometrien und weisen eine hohe spektrale 
Ähnlichkeit zu angrenzenden Klassen auf, wodurch sie ohne zu-
sätzliche Kontextinformationen eine besondere Herausforderung 
darstellen.

4.1.2	Ergebnisse mit ATKIS-Basis-DLM
Durch die Integration des ATKIS-Basis-DLM als zusätzlichem Kanal 
steigt die Overall Accuracy auf 94,1 % (+ 5,8 Prozentpunkte 
(pp)). Alle Klassen profitieren von der Erweiterung, teils mit sehr 
deutlichen Zugewinnen. Besonders ausgeprägt sind die Verbesse-
rungen bei:

	X Gehölz (F1 = 77,5 %, + 25,6 pp);
	X Grünland (F1 = 89,5 %, + 8,8 pp);
	X Verkehr (Recall + 16,3 pp, IoU + 14,2 pp);
	X Siedlung/Gewerbe (F1 = 93,4 %, + 7,8 pp).

Klassen mit bereits sehr hoher Baseline-Genauigkeit, insbesonde-
re Wald, zeigen nur moderate, aber konsistente Verbesserungen. 
Insgesamt führt die Integration des Basis-DLM zu deutlich stabile-
ren Klassengrenzen und reduziert typische Fehlzuweisungen zwi-
schen Vegetationsklassen.

4.2	DETAILKONFIGURATION

4.2.1	Ergebnisse ohne ATKIS-Basis-DLM
Im Vergleich zur Minimal-
konfiguration sinkt in der De-
tailkonfiguration die Overall 
Accuracy des 10-Kanal-
Modells auf 84,1 %, was 
die höhere semantische Kom-
plexität widerspiegelt. Wäh-
rend Acker, Nadelwald, 
Laubwald sowie Siedlung/
Gewerbe weiterhin zuver-
lässig erkannt werden (F1 
meist > 85 %), zeigen sich 
deutliche Schwächen bei 
fein differenzierten Vegeta-
tionsklassen.

Insbesondere Extensiv-
grünland (F1 = 56,5 %) und 
Intensivgrünland (F1 = 73,1 %) 

werden häufig miteinander oder mit anderen Vegetationsklassen 
verwechselt. Auch Gehölz bleibt mit einem F1-Score von 62,6 % 
vergleichsweise instabil.

4.2.2	Ergebnisse mit ATKIS-Basis-DLM
Mit zusätzlichem Basis-DLM steigt die Overall Accuracy auf 
88,5 % (+ 4,4 pp). Die stärksten Verbesserungen zeigen sich er-
neut bei schwierig zu trennenden Vegetationsklassen:

	X Extensivgrünland (F1 = 71,5 %, + 15,0 pp);
	X Intensivgrünland (F1 = 81,5 %, + 8,4 pp);
	X Gehölz (F1 = 73,4 %, + 10,8 pp);
	X Verkehr (F1 = 78,9 %, + 7,5 pp).

Für die Waldklassen ergeben sich gemischte Effekte: Nadelwald 
weist eine höhere Precision, aber einen leicht reduzierten Recall 
auf, während Laubwald ein gegenteiliges Verhalten zeigt. In bei-
den Fällen bleiben F1-Score und IoU nahezu konstant, sodass 
keine systematische Verschlechterung erkennbar ist.

5	DISKUSSION
Der Fokus dieser Diskussion liegt auf der differenzierten Betrach-
tung einzelner Objektarten mit besonderem Augenmerk auf den 
Einfluss der direkten Integration des ATKIS-Basis-DLM als zusätz
lichem Modellkanal auf die Klassifikationsergebnisse.

5.1	EINORDNUNG DER ERGEBNISSE NACH OBJEKTARTEN

5.1.1	Verkehrsflächen in bewaldeten Gebieten
Die Ergebnisse zeigen eindeutig, dass die Integration des Basis-
DLM einen signifikanten Mehrwert für die Ableitung von Verkehrs-
flächen liefert, insbesondere in bewaldeten Bereichen. Verdeckte 
Wege stellen in hochaufgelösten Luftbildern eine Herausforderung 
dar, da sie unter Baumkronen visuell kaum oder gar nicht erkenn-
bar sind. Ohne Basis-DLM werden diese Flächen häufig fragmen-
tiert oder gar nicht detektiert.

Die Konfusionsanalysen verdeutlichen, dass Verkehrsflächen 
ohne Basis-DLM primär mit Wald sowie sekundär mit Acker- und 
Grünland verwechselt werden. Durch die Einbindung des Basis-
DLM gehen diese Fehlklassifikationen deutlich zurück, insbeson-
dere die Verwechslung mit Wald. Visuell äußert sich dies in einer 

Abbildung 2: Verbesserung der Klassifizierung eines Verkehrswegs im Waldgebiet 

Prediction (10-Kanal) Prediction (11-Kanal)
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wesentlich geschlosseneren und weniger fragmentierten Seg-
mentierung, die dem Ground Truth deutlich besser entspricht. 
Ein beispielhafter Ausschnitt, der das verdeutlicht, ist in der 
Abbildung 2 dargestellt.

Die Ergebnisse belegen, dass die Kombination aus Bild-
daten, Geländeinformationen und bestehender topographi-
scher Kartierung eine robuste Erkennung selbst solcher Struktu-
ren ermöglicht, die im DOP20 praktisch unsichtbar sind. 
Damit wird ein zentrales Defizit rein bildbasierter Ansätze 
überwunden.

5.1.2	Gehölz
Die Klasse Gehölz profitiert in besonderem Maß von der Inte-
gration des Basis-DLM. Gehölzstrukturen weisen häufig ähn
liche spektrale und geometrische Eigenschaften wie Wald 
auf, was in rein bild- oder höhenbasierten Ansätzen zu syste-
matischen Verwechslungen führt. Die erzielten Kennzahlen 
der 10-Kanal-Modelle liegen in einem vergleichbaren Bereich 
zu bisherigen Studien, zeigen jedoch deutliche Trade-offs zwi-
schen Precision und Recall. Das bedeutet, dass sowohl die 
Richtigkeit als auch die Vollständigkeit der Detektionen zuneh-
men.

Mit Verwendung des Basis-DLM steigen sowohl Precision 
als auch Recall signifikant an, ebenso die Intersection over 
Union. Dies deutet auf eine deutlich schärfere Abgrenzung 
der Klasse hin. Die visuelle Analyse bestätigt diesen Befund: 
Die Vorhersagen mit Basis-DLM sind homogener, weisen we-
niger Löcher auf und trennen Gehölz klarer von angrenzen-
dem Wald. Abbildung 3 verdeutlicht das.

Der Ansatz erweist sich damit als leistungsfähiger als klas-
sische Nachverarbeitungsschritte oder reine Höhenbasierung 
und stellt eine praktikable Lösung für die robuste Ableitung von 
Gehölz dar.

5.1.3	Gewässer
Für die Klasse Gewässer zeigt sich ein differenziertes Bild. 
Stehende Gewässer werden mit sehr hohen Genauigkeiten 
erkannt, insbesondere durch den deutlichen Rückgang von 
Fehlklassifikationen durch Schatten. Der Basis-DLM-Kanal führt 
hier zu moderaten, aber konsistenten Verbesserungen von Pre-
cision und Recall.

Problematisch bleiben jedoch sehr schmale, wasserführen-
de Gräben. Diese liegen häufig unterhalb der effektiven Er-
kennungsgrenze der verwendeten Daten und sind im Basis-
DLM oft nicht enthalten. Entsprechend variieren die Kennzahlen 
stark zwischen den Testgebieten und sind stark stichproben-
abhängig. Die Verbesserungen durch die Implementierung 
des Basis-DLM sowie bestehende Probleme sind in der 
Abbildung 4 dargestellt.

Die Ergebnisse verdeutlichen, dass für diese Objektart zu-
sätzliche topographische Ableitungen oder höher aufgelöste 
Geländemodelle erforderlich sind. Die Einbindung von aus 
DGM abgeleiteten Fließakkumulationen oder Feuchtigkeits
indizes erscheint hier als vielversprechender Weiterentwick-
lungsschritt.

Abbildung 3: Verbesserung in der Trennung von Gehölz (hellgrün) und Wald 

(dunkelgrün) 

Prediction (10-Kanal)

Prediction (11-Kanal)

Abbildung 4: Verbesserung der Gewässerableitung und bestehende Probleme 

Ground Truth (rot) und Prediction 10-Kanal (blau)

Ground Truth (rot) und Prediction 11-Kanal (blau)
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5.1.4	Grünland und Grünlandtypen
Die zusammengefasste Klasse Grünland lässt sich sehr zuverlässig 
ableiten und erreicht hohe Genauigkeiten. Die Segmentierung ist 
stabil, flächenscharf und nur gering fragmentiert. Die Trennung in 
Intensiv- und Extensivgrünland erweist sich hingegen als deutlich 
anspruchsvoller.

Die Ergebnisse der Detailkonfiguration zeigen, dass Moment-
aufnahmen (also keine temporal hoch aufgelösten Zeitreihen) aus 
den bayerischen OpenData-Produkten nicht ausreichen, um nutzungs-
bedingte Unterschiede zuverlässig abzubilden. Entsprechend sin-
ken F1-Score und IoU deutlich. Zusätzlich treten verstärkte Ver-
wechslungen mit Gehölz auf, was die Segmentierung weiter 
beeinträchtigt. Abbildung 5 zeigt dieses auftretende Phänomen.

Die Ergebnisse deuten darauf hin, dass für eine robuste Unter-
scheidung von Grünlandtypen zeitliche Informationen notwendig 
sind. Zeitreihen mit hoher Wiederholrate, wie sie künftig durch 
das bayerische Satellitennetzwerk CuBy verfügbar sein werden, 
bieten hier ein hohes Potenzial (Bauer et al. 2023).

5.1.5	Wald und Waldtypen
Die Ableitung von Wald als Hauptklasse liefert in allen Konfigura-
tionen sehr hohe Genauigkeiten. Der Basis-DLM-Kanal verbessert 
insbesondere den Recall und reduziert Fehlklassifikationen mit Ge-

hölz. Für die Unterscheidung von Na-
del- und Laubwald zeigen sich leichte Pre
cision-/Recall-Trade-offs, die plausibel auf 
unterschiedliche Klassendefinitionen der 
Waldarten zwischen SNK und Basis-DLM 
zurückzuführen sind.

Trotz dieser Unterschiede sind die Er-
gebnisse als Hinweis für den Bearbeiter hilf-
reich. Für eine praktische Nutzung ist je-
doch eine gezielte Nachbearbeitung oder 
die Kombination mit zeitlichen Ansätzen 
empfehlenswert.

5.1.6  Acker und Siedlung/Gewerbe
Die Klassen Acker sowie Siedlung/Gewer-
be erreichen in allen getesteten Konfigura
tionen hohe bis sehr hohe Genauigkeiten. 
Der Basis-DLM-Kanal führt hier zu einer deut-
lichen Steigerung aller Kennzahlen und zu 
sichtbar schärferen Abgrenzungen. Beide 
Klassen gelten damit als robust und unmittel-
bar einsetzbar.

6  FAZIT
Die Ergebnisse zeigen, dass das 11-Kanal-
Setup mit direkter Integration des ATKIS-
Basis-DLM die KI-gestützte Struktur- und Nut-
zungskartierung gegenüber der 10-Kanal-
Baseline konsistent verbessert. Insbesondere 
bei Gehölz, Verkehrsflächen und Gewäs-
sern werden deutlich höhere Genauigkeiten 
und weniger fragmentierte Geometrien er-
zielt. Durch die durchweg hohen erreichten 
Genauigkeiten von weit über 80 % Overall 

Accuracy und die deutlichen Steigerungen durch Hinzunahme 
des Basis-DLM ist das Verfahren als Vorabkartierung und Hinweis 
für den Bearbeiter als durchaus praxistauglich zu bezeichnen. Vor 
allem für die Hauptklassen der SNK (Minimalkonfiguration) ist 
durch die extrem wenigen Ausreißer in den Genauigkeiten ersicht-
lich, dass sich das Verfahren für einen weiteren Einsatz eignet. Für 
die Ableitung feinerer Klassenunterteilungen (z. B. Intensiv-/Exten-
sivgrünland) sind weitere, beispielsweise zeitliche Zusatzinforma-
tionen erforderlich. Für den Arbeitsalltag ermöglicht das Verfahren 
eine belastbare Vorabkartierung, die den manuellen Erfassungs-
aufwand deutlich reduzieren kann und dadurch den Fokus auf 
fachliche Nachbearbeitung und Attribuierung verlagert.

ERKLÄRUNG ZUR DATENVERFÜGBARKEIT
Die in dieser Studie verwendeten Eingangsdaten stammen aus 
den OpenData-Angeboten der bayerischen Vermessungsverwal-
tung und sind über die offiziellen Geodatenportale des Freistaats 
Bayern öffentlich zugänglich. Die für das Training und die Validie-
rung verwendeten Referenzdaten der SNK wurden von der Baye-
rischen Verwaltung für Ländliche Entwicklung bereitgestellt und 
unterliegen Nutzungsbeschränkungen. Diese Referenzdaten kön-
nen daher nicht öffentlich bereitgestellt werden. 

Abbildung 5: Schwierigkeiten bei der Unterscheidung von Intensiv- und Extensivgrünland 

Prediction mit 11-Kanalbildern (Minimalkonfiguration)

Prediction mit 11-Kanalbildern (Detailkonfiguration)
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