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Zusammenfassung: Der Beitrag präsentiert ein probabilistisches Verfahren zur Anreicherung von CityGML-LoD2-Gebäudemodellen zu 
detaillierten, semantisch strukturierten und „wasserdichten“ LoD3-Repräsentationen. Durch eine unsicherheitsbewusste Fusion von mobilen 
Laserscans und Bilddaten mittels Bayesischer Konfliktanalyse lassen sich unmodellierte Fassadenelemente zuverlässig identifizieren. Ein 
hybrider Segmentierungsansatz, der geometrische Prioren, Konfliktwahrscheinlichkeiten und visuelle Evidenz vereint, ermöglicht die 
robuste Erkennung von Fenstern, Türen, Balkonen und Unterführungen. Die rekonstruierten Elemente werden über eine Objektbibliothek 
klassifiziert und mittels konstruktiver Volumenoperationen in das Modell integriert. Experimente in München und Ingolstadt belegen deut-
liche Genauigkeitssteigerungen und präzise LoD3-Rekonstruktionen für die digitale Stadtmodellierung.

Schlüsselwörter: Level of Detail (LoD), LoD3, Rekonstruktion, Modellanreicherung, Punktwolken, Urbane Digitale Zwillinge

FROM LOD2 TO LOD3 – AN APPROACH FOR SEMANTIC 3D BUILDING MODELS

Abstract: This contribution presents a probabilistic method for enriching CityGML LoD2 building models with detailed, semantically 
structured, and “watertight” LoD3 representations. Unmodeled façade elements can be reliably identified through uncertainty-aware 
fusion of mobile laser scans and image data using Bayesian conflict analysis. A hybrid segmentation approach, combining geometric 
priors, conflict probabilities, and visual evidence, enables the robust detection of windows, doors, balconies, and underpasses. The 
reconstructed elements are classified using an object library and integrated into the model via constructive volume operations. Experi-
ments in Munich and Ingolstadt demonstrate significant increases in accuracy and precise LoD3 reconstructions for city modeling.
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1  EINLEITUNG
Hochwertige semantische 3D-Gebäudemodelle sind eine grund-
legende Komponente moderner Stadtanalysen, digitaler Zwillinge, 
autonomer Navigation und von Simulationsumgebungen. Amtliche 
CityGML-LoD2-Datensätze sind zwar weit verbreitet und semantisch 
strukturiert, weisen jedoch eine grobe Geometrie auf und bieten 
keine Fassadendetails. Im Gegensatz dazu liefern mobile Laser-
scanning-Systeme (MLS) und bildbasierte Sensoren dichte, unstruk-
turierte Beobachtungen mit hoher räumlicher und zeitlicher Ge-
nauigkeit, jedoch ohne Semantik (Abbildung 1). Dieser Beitrag 
befasst sich mit der seit Langem bestehenden Herausforderung, 
beide Bereiche zu integrieren, um eine probabilistische LoD3-
Rekonstruktion zu erreichen und die zentrale Frage zu beantworten: 
Wann und wie sollten bestehende 3D-Gebäudemodelle auf Basis 
neuer Erkenntnisse aus multimodalen Sensordaten aktualisiert 
werden?

Diese Arbeit stellt einen einheitlichen methodischen Rahmen 
für (1) die Fusion von Modell und Messung unter Unsicherheit, (2) 
die semantische Segmentierung von Fassaden in 3D und (3) die 
standardisierte LoD3-Anreicherung mithilfe von Objektbibliotheken 
und konstruktiver Festkörpergeometrie (CSG) vor. Umfangreiche 

Evaluierungen in München und Ingolstadt demonstrieren eine bes-
sere Leistung gegenüber anderen existierenden Verfahren und lie-
fern damit einen praktischen Entwurf für eine groß angelegte, un-
sicherheitsbewusste LoD3-Rekonstruktion.

DOI: 10.14627/gis.Science.2026.2.1

Abbildung 1: Überblick über die Strategie: Mobile Kartierungsfahrzeuge, 

welche die Straßen befahren, sollen hochpräzise Daten liefern, die Aktuali-

sierungen von LoD2- auf LoD3-Modelle ermöglichen (Wysocki et al. 2023).
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Urbane Digitale Zwillinge benötigen Referenzmodelle, die sta-
bil, interpretierbar und mit bestehenden Geodateninfrastrukturen 
kompatibel sind, sich aber mit zunehmender Verfügbarkeit hoch-
auflösender Sensordaten weiterentwickeln müssen. Die Anwen-
dungen umfassen u. a. die Simulation von Hochwasserschäden, 
die Abschätzung des Heizbedarfs, die Berechnung des solaren 
Potenzials von Fassaden, das Testen automatisierter Fahrfunktio-
nen, die Unterstützung autonomer Navigation, das Gebäude
management sowie die Analyse von Gebäudeeigenschaften und 
Einsatzszenarien (Abbildung 2). Im vorliegenden Fall wird davon 
ausgegangen, dass semantische 3D-Gebäudemodelle nicht er-
setzt, sondern verfeinert werden müssen – philosophisch als „plas-
tische Chirurgie für 3D-Stadtmodelle“ bezeichnet. Das übergeord-
nete Forschungsziel ist eine evidenzbasierte Verfeinerung, bei der 
unstrukturierte MLS-Daten und Bilddaten geometrische und semantische 
Aktualisierungen nur dann auslösen, wenn Unsicherheit und Kon-
flikte auf fehlende Strukturen hinweisen.
Dies motiviert drei zentrale Forschungsfragen:

	X Fusion: Wie können Punktwolken und bestehende Modelle 
unter Unsicherheit verglichen werden, um bestätigte, unbe-
kannte und widersprüchliche Bereiche zu identifizieren?

	X Segmentierung: Wie kann die Semantik von Fassaden trotz 
Verdeckungen, Sensorrauschen und Datenungleichgewicht zu-
verlässig abgeleitet werden?

	X Rekonstruktion: Wie können erkannte Fassadenelemente in 
standardisierte CityGML-LoD3-Objekte transformiert und in be-
stehende Gebäudemodelle integriert werden?

Dieser Beitrag basiert auf der Dissertation des Autors „Anreicherung 
von 3D-Gebäudemodellen durch Fassadenelemente auf Basis 
von Punktwolken und Konfidenzwerten“ (engl.: „Enrichment of 3D 
building models by facade elements based on point clouds and 
confidence values“) (Wysocki 2024).

2  HINTERGRUND
Die LoD-Hierarchie von CityGML bietet semantische Fülle, jedoch 
nur begrenzte geometrische Details auf den LoD-Ebenen 1 und 2. 
LoD 3 führt Fassadenelemente (Fenster, Türen, Balkone, Unterfüh-
rungen) ein und erfordert eine lückenlose Geometrie, objektbezo-
gene Semantik und eine standardisierte Taxonomie (Abbildung 2). 
Bestehende, maßgebliche Datensätze weisen typischerweise 
Mängel in Bezug auf diese Details auf (Huang et al. 2020, Kutz-
ner et al. 2020, Olbrich & Kolbe 2025). 

Trotz der hohen Punktdichte und Genauigkeit moderner MLS 
bleiben deren Messdaten durch GNSS-Ausfälle, Mehrwegeeffekte, 
Verdeckungen und sensorbedingtes Rauschen erheblich unsicher, 
was eine robuste Quantifizierung dieser Unsicherheiten zwingend 
notwendig macht (Meyer et al. 2022). Konventionelle Änderungs
detektionsansätze interpretieren geometrische Abweichungen je-
doch oft pauschal als Veränderung und vernachlässigen dabei 
deren semantische Relevanz (Hornung et al. 2013), was bei der 
LoD3-Anreicherung zu Fehlinterpretationen führt. Ein alternativer 
Ansatz konzentriert sich auf die Analyse der Veränderungen inner-
halb der Modelle selbst, bezieht aber keine Sensordaten mit ein 
(Nguyen & Kolbe 2025). Viele klassische Fassadenrekonstruk
tionsverfahren setzen zudem stark vereinfachende Planaritäts
annahmen voraus (Nan & Wonka 2017) oder arbeiten ohne se-
mantische Einschränkungen, während Deep-Learning-Methoden 
wie PointNet++ (Qi et al. 2017) oder Point Transformer (Zhao 
et al. 2021) zwar leistungsfähig sind, jedoch unter dem Mangel 
an detaillierten Fassadenlabels und in bestehenden Benchmarks 
leiden. Außerdem verfügen sie über eine unzureichende Merk-
malscodierung für die detaillierte und sehr spärliche Darstellung 
von Fassadenelementen (z. B. durchdringt eine Laserpunktwolke 

Fenster und ermöglicht daher eine sehr ein-
geschränkte Darstellung der Fenster). Diese 
Limitierungen erschweren eine zuverlässi-
ge, semantisch korrekte Identifikation und 
Modellierung komplexer Fassadenele
mente. Arbeiten von Dehbi et al. (2016, 
2017, 2021) befassen sich mit der gram-
matikbasierten und statistisch-relationalen 
Rekonstruktion von 3D-Gebäuden aus 
Punktwolken, einschließlich robuster Dach-
modellierung sowie inkrementeller Verfei-
nerung von Fassaden mittels Attributgram-
matiken.

Abbildung 2: Mögliche Anwendungsgebiete von LoD3-Modellen (Wysocki 2024)
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3  METHODIK

3.1	FUSION VON PUNKTWOLKEN UND 3D-MODELLEN 
UNTER UNSICHERHEIT

Vorgestellt wird eine umfassende probabilistische Methodik, die 
Punktwolken und vorhandene semantische 3D-Gebäudemodelle 
zu einem gemeinsamen Informationsraum verknüpft. Ausgangs-
punkt ist die Beobachtung, dass weder Messdaten noch Modelle 
fehlerfrei sind: Punktwolken tragen sensorbedingtes Rauschen, 
Strahldivergenzen und Positionsfehler, während CityGML-Modelle 
aus generalisierten, oftmals aerophotogrammetrisch erzeugten Geo
metrien bestehen, deren Genauigkeit räumlich variiert. Vor diesem 
Hintergrund formuliert die Dissertation von Wysocki (2024) eine 
robuste Fusionsstrategie, die beide Datendomänen als unsichere, 
aber komplementäre Evidenzquellen interpretiert.

Die zentrale Methodik für die Datenfusion stellt das Bayesische 
Konfliktnetzwerk dar, das die konsolidierten Informationen voxel-
weise interpretiert. Jedes Voxel der Fassade wird anhand der be-
obachteten Laserstrahldurchgänge, der Auftreffpunkte sowie der 
modellbasierten Erwartung probabilistisch klassifiziert, wobei die 
Voxelgröße entsprechend den erwarteten Unsicherheiten des 3D-
Gebäudemodells und der MLS-Punktwolke gewählt wird (Abbil-
dung 3). Stimmen Messung und Modell innerhalb ihrer Konfiden-
zen überein, entsteht ein hoher posteriorer Wert für eine bestätigte 
Wand. Werden dagegen Laserstrahlen beobachtet, die jenen 
Bereich durchqueren, der laut Modell gefüllt sein sollte, entsteht 
eine signifikant erhöhte Wahrscheinlichkeit für eine Abweichung, 
die in vielen Fällen auf nicht modellierte Fassadenelemente ver-
weist. In allen übrigen Fällen bleibt ein unsicherer Zwischenzu-
stand, der weder eindeutig bestätigt noch als Konflikt klassifiziert 
werden kann. Diese Konfliktkarte ist essenziell, weil sie die geo-
metrisch plausiblen Regionen identifiziert, in denen Fenster, Türen 
oder andere Öffnungen auftreten können – bevor eine seman
tische Segmentierung stattfindet. Damit schafft die Methode nicht 
nur ein präzises Registrierungsmodell, sondern definiert auch einen 
strukturellen Kontext, der später in der Segmentierung genutzt wird 
und das Fundament des gesamten Rekonstruktionsansatzes bildet. 
Das Konzept wurde weiterentwickelt, um mithilfe eines Diffusions-
modells „unbekannte“ Bereiche, die durch Verdeckungen entstehen, 
zu ergänzen (Fröch 2025).

3.2	SEMANTISCHE SEGMENTIERUNG  
VON FASSADENELEMENTEN

Das entwickelte Verfahren verbindet die modellbasierte Konflikt-
analyse (Abbildung 4) mit modernen Verfahren des 3D Deep 

Learning und etabliert damit eine hybride Segmentierungsstrate-
gie, die sowohl daten- als auch wissensgetrieben ist. Wysocki 
(2024) beginnt mit der Einführung eines vollständigen Fassaden-
klassenschemas, das aus der CityGML-Semantik abgeleitet und 
in  verschiedenen Generalisierungsstufen repräsentiert wird. Die 
feinste Ebene beschreibt fünfzehn Fassadenelemente wie Fenster, 
Türen, Balkone, Brüstungen, Säulen, Arkaden oder Stuckelemen-
te. Diese Vielfalt ist notwendig, um realitätsnahe LoD3-Rekonstruk-
tionen zu ermöglichen, doch sie führt zwangsläufig zu einem mas-
siven Klassenungleichgewicht. Aus diesem Grund wird in der 
Dissertation von Wysocki (2024) eine hierarchische Repräsentation 
vorgeschlagen („Level of Façade Generalization“), die es erlaubt, 
je nach Datenlage robustere oder detailliertere Klassifikations
ebenen zu verwenden. Der Datensatz „ZAHA“ setzt dieses Kon-
zept praktisch um und ist entsprechend annotiert (Abbildung 5). 

Der modifizierte Point Transformer verarbeitet neben den klas-
sischen Punktmerkmalen (z. B. Koordinaten) zusätzliche Informa
tionen zum Konfliktstatus sowie zur lokalen Geometrie innerhalb 
punktweiser Nachbarschaften, abgeleitet aus geometrischen Fea-
tures. Dadurch lernt das Netzwerk nicht nur statistische Muster in 
den Messdaten, sondern berücksichtigt zugleich strukturelle Er-
wartungen an Fassadenelemente. Fenster treten beispielsweise 
nicht in beliebigen Punktkonfigurationen auf, sondern typischer-
weise in Bereichen, in denen eine konfliktbasierte Analyse zuvor 
eine Diskrepanz zwischen dem Wandmodell und den gemesse-
nen Daten identifiziert hat. Ebenso sind Fassadenelemente durch 
charakteristische geometrische Orientierungen und Tiefenprofile 
gekennzeichnet, die das Netzwerk implizit aus der Kombina

tion  beider Informationsquellen 
erschließt. Radiometrische Merk-
male werden nicht berücksichtigt, 
da sie trainierte Vorhersagen auf 
regionsspezifische Fassadenfar-
ben verzerren und dadurch zu 
Überanpassung führen können. 
Dieser wissensinformierte Ansatz 
führt in den Experimenten zu deut-
lich stabileren Ergebnissen als rein 
datengetriebene Modelle, insbe-
sondere in Szenen mit Okklusionen, 

Abbildung 3: Konfliktanalyse, die es ermöglicht, Schlüsselzustände der Fassaden (Konflikt, bestätigt, unbekannt) zu 

identifizieren und die Erstellung der sogenannten Konfliktkarten zu ermöglichen (Abbildung 4) (Wysocki et al. 2023). 

Abbildung 4: Konfliktkarten ermöglichen die Analyse der fehlenden 

Fassadenobjekte von LoD2 und dienen als Grundlage für die weitere 

Segmentierung (Wysocki 2024). 
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unvollständigen Punktwolken oder stark variierenden architektoni-
schen Strukturen.

Neben der 3D-Segmentierung werden auch Bildinformationen 
integriert, die über Mask R-CNN (He et al. 2017) extrahiert und 
auf das 3D-Modell rückprojiziert werden. Bilder liefern in vielen 
Fällen deutliche Kantenstrukturen und Texturmerkmale, die in Punkt-
wolken nur unvollständig vorhanden sind. Durch die späte Fusion 
dieser 2D-Wahrscheinlichkeiten mit den 3D-Ergebnissen entsteht 
eine multimodale Posteriorverteilung, welche die Stärken beider 
Modalitäten vereint (Abbildung 6). Wysocki (2024) zeigt, dass 
besonders Fenster, die durch Jalousien verdeckt oder hinter Refle-
xionen verborgen sind, durch die Integration der Bilddaten deut-
lich besser identifiziert werden (Abbildung 8). Die eingeführte 
Methode zur semantischen Segmentierung argumentiert nicht nur 
auf Basis geometrischer und visueller Merkmale, sondern integriert 
zusätzlich modellgestützte Informationen und erreicht dadurch ein 
bislang unerreichtes Maß an Zuverlässigkeit.

3.3	LOD3-REKONSTRUKTION UND MODELLANREICHERUNG
Die Methode zeigt, wie extrahierte semantische Informationen in 
LoD3-konforme Gebäudemodelle überführt werden. Dabei stellt 
der Übergang von probabilistischen Segmentierungen zu kon
sistenten, geometrisch korrekten und semantisch standardisierten 
3D-Objekten eine nicht triviale Herausforderung dar. Wysocki 
(2024) löst diese Herausforderung durch einen klar definierten 
Rekonstruktionsansatz, der aus Formextraktion, Kategorisierung 
über eine Objektbibliothek und geometrischer Integration mittels 
konstruktiver Volumenoperationen besteht (Abbildung 6 und Ab-
bildung 7).

Im ersten Schritt werden aus den segmentierten Wahrschein-
lichkeitskarten zusammenhängende Regionen identifiziert, geglät-
tet und auf der Fassadenebene geometrisch verallgemeinert. 
Während viele punktbasierte Verfahren direkt auf den Messdaten 
arbeiten, abstrahiert der Ansatz bewusst auf Fassadenebenen und 
rechteckige Projektionen, um stabile, CityGML-kompatible Grund-
formen zu gewährleisten. Diese Formen werden jedoch nicht als 

Abbildung 5: Der Fassadendatensatz (ZAHA) ist der bisher größte Datensatz zur Fassadensegmentierung (Wysocki 2024). 
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Figure 4.1 Identified 15 classes shown on an example of a point cloud depicting a set of buildings [Wysocki et al.,
2024b].

Figure 4.2 Level of Façade Generalization (LoFG): Primary 15 classes (blue) representing LoFG 4 are designed
for aggregation into less detailed LoFG 3 (purple), which is more practical for the currently available imbalanced
datasets; The LoFG 2 (green) allows to aggregate elements solely describing façade, whereas LoFG 1 presents a
complete façade representation with its adjacent elements. Such hierarchical representation offers flexibility to the
downstream tasks and addresses the frequent case of imbalanced datasets for the training of neural networks.

trained annotators. To minimize the effort involved, supporting algorithms can be used to pre-cluster
point clouds [Zhu et al., 2020]. In the case of the proposed method, the central aspect is to first cluster
objects that belong to the façade and its immediate vicinity and neglect all other objects. To this end,
this method utilizes point clouds that are georeferenced to clip-out buildings: The position obtained from
the global CRS, point clouds are superimposed on GIS datasets; This, in turn, allows creating buffers
around building footprints extracted from vector GIS datasets, e.g., CityGML building models or OSM
buildings. This ensures the rejection of a significant proportion of the point clouds and clusters the building-
related points per building object while addressing global point positioning inaccuracies [Wysocki et al.,
2021b]. Alternatively, when point clouds are not georeferenced, or GIS datasets are unavailable, existing
benchmark points, annotated as buildings, can be used as a pre-cluster for façade-related points. If
the aforementioned cases are not satisfied, the façade must be extracted manually, or else clustering
algorithms must be used, similar to [Zhu et al., 2020].

Abbildung 6: Die Fusion von Konfliktkarten und semantischen Karten aus Bildern und Punktwolken mit einem Bayesischen Ansatz ermöglicht die finale 

Segmentierung auf LoD3-Niveau (Wysocki et al. 2023). 
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endgültige geometrische Repräsentation betrachtet, sondern als 
intermediäre Beschreibung, aus der der passende Fassadentyp 
gewählt wird.

Hier setzt die Objektbibliothek an, die verschiedene Fenster-
typen, Türen und weitere Elemente in CAD-Form enthält. Um die 
richtige Form zu bestimmen, werden aus synthetischen CAD-Punkt-
wolken und realen Messdaten vergleichbare Merkmale extrahiert, 
darunter Oriented FAST and Rotated BRIEF (ORB) Schlüsselmerk-
male, Gradientenhistogramme und Verteilungsmaße. Das entwi-
ckelte Verfahren zeigt, dass diese Kombination aus lokalen und 
globalen Beschreibungen trotz Messrauschens und teilweise feh-
lender Daten in der Lage ist, den richtigen Fassadentyp zuverläs-
sig zu bestimmen (Abbildung 8). Dies verhindert, dass Fenster mit 
ähnlichen Umrissen, aber unterschiedlichen Unterteilungen oder 
Rahmenstrukturen falsch klassifiziert werden.

Die finale Integration erfolgt über Constructive Solid Geometry 
(CSG), ein geometrisches Modellierungsverfahren, mit dem Volu-
mina ausgeschnitten und hinzugefügt werden können, wobei an-
genommen wird, dass das Eingabemodell wasserdicht ist und 
dies somit ermöglicht wird. Ein Modell ist „wasserdicht“, wenn es 
eine vollständig geschlossene Oberfläche ohne Löcher oder Lü-
cken bildet, sodass ein konsistentes Volumen definiert ist.

Öffnungen werden durch die Subtraktion rechteckiger oder 
generalisierter Prismavolumina aus der Wand erzeugt, während 
die ausgewählten Fassadenelemente als additive Volumenkörper 
präzise integriert werden. Das Ergebnis ist ein vollständig „was-
serdichtes“ und semantisch korrekt strukturiertes LoD3-Modell, das 
alle Anforderungen des CityGML-Standards erfüllt und im Gegen-
satz zu rein datengetriebenen Rekonstruktionen keine topologischen 
Fehler oder unvollständigen Oberflächen enthält.

Abbildung 7: Integration der neuen Fassadenelemente in bestehende LoD2-Gebäude, wodurch ein Update auf LoD3-Gebäude ermöglicht wird (Wysocki 2024). 

Abbildung 8: Die Ergebnisse der LoD3-Rekonstruktion im Vergleich zu den Referenzwerten und den Basismethoden CC und H&G, Beispielgebäude  

(die vorgestellte Methode heißt Scan2LoD3) (Wysocki et al. 2023). 
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3.4	EXPERIMENTE
In den experimentellen Untersuchungen werden alle Teile des An-
satzes an großmaßstäblichen, realen Datensätzen getestet. Die 
Kombination aus TUM2TWIN (Wysocki et al. 2026) und LoD2- 
und LoD3-Modellen der Städte München und Ingolstadt erlaubt 
Vergleiche in unterschiedlichen urbanen Szenarien. Die Evaluation 
umfasst dabei die Registrierungspräzision, die Segmentierungs-
genauigkeit, die Robustheit der Öffnungserkennung und die 
geometrische Abweichung der rekonstruierten LoD3-Modelle vom 
menschlich modellierten Ground Truth. Diese Arbeit legt beson
deren Wert auf eine realitätsnahe Beurteilung der Verfahren und 
zeigt, dass die Methode auch unter schwierigen Bedingungen 
wie bei dichter Vegetation, Schattenwurf, teilweise fehlenden 
Scandaten oder architektonisch komplexen Strukturen verlässlich 
funktioniert.

3.5	ERGEBNISSE
Die Ergebnisse belegen, dass die Fusion auf Basis probabilis
tischer Unsicherheiten eine signifikante Verbesserung gegenüber 
konventionellen Verfahren erreicht (Tabelle 1), während sowohl 
Hoegner & Gleixner (2022) (ray-to-model – H&G) als auch Wy-
socki et al. (2022) (ray-to-model with point cloud semantics – CC) 
ausschließlich Punktwolken verwenden und mit festen Unsicher-
heitsschwellen arbeiten. Die voxelbasierten Konfliktkarten korres-
pondieren eng mit real existierenden Öffnungen und ermöglichen 
eine präzise Vorauswahl potenzieller Fassadenelemente (Abbil-
dung 8 und Tabelle 1). In der Segmentierung erzielt das konflikt-
gestützte Netzwerk deutliche Leistungssteigerungen, insbesondere 
für Fenster und Türen, die in bisherigen Arbeiten häufig zu den 
problematischsten Klassen gehören. Die multimodale Integration 
der Bilddaten hebt die Erkennungsrate weiter an und stabilisiert 
die Klassifikation in Szenen mit teilweisen Verdeckungen.

Für die Rekonstruktion zeigen quantitative Vergleiche mit Inter-
section over Union (IoU), dass die rekonstruierten LoD3-Modelle 
sowohl geometrisch als auch semantisch mit hoher Genauigkeit 
übereinstimmen. Abweichungen liegen im zentimetergenauen Be-
reich, während volumetrische Tests bestätigen, dass die konstruk
tiven Operationen keine unerwünschten Artefakte hinterlassen. 
Besonders bemerkenswert ist die erfolgreiche Modellierung kom-
plexer Strukturen wie Unterführungen, die in der Literatur bisher 
selten automatisiert rekonstruiert wurden.

3.6	FAZIT UND AUSBLICK
Die vorgestellte Methode zeigt, dass die Kombination aus Mo-
dellunsicherheit, konfliktbasierter Analyse und multimodaler Seg-
mentierung ein vielversprechender Ansatz für die LoD3-Rekonstruk-
tion darstellt, da sie geometrische Stabilität mit datengetriebener 
Detailtreue verbindet. Insgesamt liefert die Arbeit eine konsistente, 
skalierbare und theoretisch fundierte Pipeline zur probabilistischen 
Verfeinerung von LoD2- zu LoD3-Gebäudemodellen. Die Verbin-
dung aus unsicherheitsbasierter Fusion, modellinformierter Seman-
tik und standardkonformer Rekonstruktion stellt einen umfassenden 
Beitrag zur Stadtmodellierungsforschung dar und zeigt, dass prä-
zise, semantisch reiche Gebäudegeometrien automatisiert erzeugt 
werden können – nicht als Ersatz bestehender Referenzmodelle, 
sondern als deren Erweiterung und Verbesserung.

Gleichzeitig ergeben sich mehrere offene Punkte und Perspek-
tiven für zukünftige Forschung. Der Übergang von der semanti-
schen Segmentierung zur taxonomischen Festlegung des LoD3-
Modells ist bislang nur teilweise formalisiert, sodass klare Kriterien 
für eine eindeutige Zuordnung weiter präzisiert werden sollten. 
Auch die Evaluation könnte durch eine detailliertere Spezifikation 
der verwendeten Metriken sowie eine ergänzende Bewertung der 
hierarchischen Modellstruktur gestärkt werden. Darüber hinaus 
bleibt die Übertragbarkeit auf komplexe, nicht-planare Fassaden 
ein zentraler Aspekt für zukünftige Untersuchungen, insbesondere 
im Hinblick auf geometrische Generalisierung und taxonomische 
Konsistenz.

Aufbauend auf diesem Ansatz eröffnen sich vielfältige For-
schungsrichtungen, darunter die Integration generativer 3D-Mo-
delle zur Erweiterung der Fassadenbibliothek, die Einbettung pro-
babilistischer Unsicherheiten in zukünftige CityGML-Standards 
sowie die Skalierung der Methode auf ganze Stadtgebiete. Zu-
dem ermöglicht die erhöhte Wasserdichtigkeit der Modelle neue 
Anwendungen, etwa in urbanen Simulationen, autonomen Fahrsys-
temen, Energieanalysen sowie in Virtual- und Augmented-Reality-
basierten digitalen Zwillingen.
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Methode Fassade A Fassade B Fassade C Gesamt

PT+Ft.   7,3   4,6   3,7   7,3

M-RCNN 63,7 47,4 38,6 58,4

CC 66,5 56,4 53,2 60,6

Scan2LoD3 78,4 62,3 40,6 76,2

Tabelle 1: IoU-Ergebnisse der LoD3-Rekonstruktion im Vergleich zu den Basismethoden für den gesamten Testdatensatz (Wysocki et al. 2023) 
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